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Resumo

Este trabalho apresenta a influéncia do coeficiente de correlacdo em modelos de
regressdo. Para o desenvolvimento, utilizou-se 0 método Support Vector Regression
(SVR) como modelo de regressdo. O método SVR foi aplicado em exames feitos em
pacientes que possuem algum nivel de astigmatismo. Para tanto, criou-se uma
modificacdo na fase de ajuste do modelo de regresséo, sendo introduzido o coeficiente
de correlacdo linear, avaliando a correlacdo entre as variaveis preditoras:
Ceratometria, subdividida em Eixo Mais Plano e Eixo Mais Curvo; e Refracéo,
subdividido em Esfera e Cilindrico, sendo o grau de astigmatismo a variavel a ser
prevista. O novo método proposto, nomeado SVR Correlacionado teve seus resultados
comparados com o método convencional SVR, obtendo um desempenho superior, tanto
na correlacdo dos modelos como no valor do erro cometido. Ao todo, utilizaram-se os
dados de 26 pacientes com astigmatismo, sendo criadas duas configuracGes para o
ajuste e teste, a primeira sendo composta de 20 observacGes para ajuste e seis para
teste apresentando o erro RMSE = 0,035799, e a segunda composta de 16 observacoes
na fase de ajuste e 10 no teste, gerando RMSE = 0,028518, em ambos 0s casos,
inferiores aos erros gerados pelo método SVR convencional.

Palavras-chave: Regresséo, Support Vector Regression, Correlacéo, Astigmatismo.
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1. Introducéo

Desenvolver técnicas que possam elaborar previsdes ou classificar padroes é de
grande utilidade na pesquisa e em aplicacGes reais, sendo sempre necessario o advento
de técnicas robustas e que sejam generalizaveis do ponto de vista técnico. Além da
robustez e poder de generalizacdo é desejavel que o tempo desprendido para a obtencao
das previsdes seja razoavel, uma vez que para uma pessoa com certo tipo de doenga o
tempo de diagndstico pode ser crucial para o inicio do tratamento.

A técnica de aprendizado de maquinas conhecida por SVM (Support Vector
Machine — Maquina de Vetor de Suporte) vem ganhando grande destaque, sendo
utilizada para reconhecimento de padrdes e os resultados obtidos sdo superiores aos
alcancados por outras técnicas de aprendizado em varias aplicacfes (LORENA;
CARVALHO, 2003).

A ideia inicial de criar algoritmos para reconhecer padrBes surgiu através de
Fisher em 1936. Mais tarde, em 1962, Rosenblatt (JONHSON e WICHERN, 1988)
sugeriu o algoritmo Perceptron de aprendizagem, que € a base das Redes Neurais. Em
1965, Vladimir Vapnik propds um algoritmo para encontrar um hiperplano separador
em uma classificagdo linear (VAPNIK; CHERVONENKIS, 1974). O objetivo inicial
era encontrar um hiperplano separador que tivesse a maxima margem, ou seja, a maior
distancia entre os vetores suportes usando a metodologia de aprendizagem. Entretanto,
em 1992, Bernhard Boser, Isabelle Guyon e Vapnik criaram uma classificacdo ndo
linear, aplicando as Fun¢6es Kernel (BOSER, GUYON E VAPNIK, 1992).

Em 1995, Corinna Cortes e Vapnik sugeriram uma modificacdo no algoritmo,
introduzindo variaveis de folgas para obter uma margem suave no hiperplano separador
e permitindo a classificacdo correta dos dados, chamado de modelo de margens
flexiveis (CORTES; VAPNIK, 1995).

Baseado no método SVM, na sua variante de regressdo SVR, este trabalho
apresenta a influéncia que o coeficiente de correlacdo linear exerce, melhorando, as
previsdes quando aplicado ao método SVR. O objetivo do trabalho é demonstrar, de
forma empirica, a eficiéncia da aplicacdo do método SVR Correlacionado, em
comparacdo com o método SVR convencional.

Astigmatismo ¢ a dificuldade do sistema 6ptico em formar um ponto focal na

retina, devido a diferenca na curvatura de uma ou mais superficies refrativas do globo

16



Cadernos do IME — Série Estatistica Abreu & Chaves Neto

ocular. A imagem de um ponto jamais serd exatamente um ponto e sim uma linha
(MOREIRA, 2001). O astigmatismo total consiste no astigmatismo das faces anterior e
posterior da cornea assim como no astigmatismo lenticular ou também denominado de
cristaliniano (MOREIRA, MOREIRA, 2000). O astigmatismo pode ser hereditario sob a
forma autossomico dominante, autossdomico recessivo ou ligado ao cromossomo X.

O artigo é composto pela introdugdo (capitulo 1), as revisdes bibliogréaficas
sobre 0 método Support Vector Machine (capitulo 2), Support Vector Regression
(capitulo 3), Least Squares Support Vector Machine (capitulo 4), a apresentagdo do
método SVR Correlacionado (capitulo 5), os dados utilizados neste trabalho (capitulo
6), finalizando com os resultados (capitulo 7), conclusdo (capitulo 8) e as referéncias.

2. Support Vector Machine — SVM

O SVM é uma metodologia que classifica os padrdes em dois conjuntos,
podendo ser ampliado para classificacbes em multiplas classes. A metodologia utiliza
margens de separacdo para 0s conjuntos, as quais sé@o deslocamentos com distancia
igual a um e denominando-se um conjunto de classe -1 e o outro de classe +1. Por se
tratar de uma metodologia de aprendizado de maquinas, do tipo aprendizagem
supervisionada, introduz-se uma notacao para referenciar o conjunto de treinamento e 0s

dados de entrada e saidas. Seja o conjunto de treinamento:

S ={(%, Y1), (X2, Y2 )reess (%1, V)P S {X XYY (1)

onde | € 0 nimero de pontos no conjunto de treinamento.
Cada ponto € representado por {x;,y;}, para i = 1, .., I, onde x; €IR,
X; = (Xi1, Xj2,--Xin ), € 0 valor de entrada, pertencente ao espago de entrada, que
representa a quantificacdo das caracteristicas, e y, e{-1,+1} é a saida binaria

correspondente. Por exemplo, para uma classificagéo linear, pode-se obter a funcao real

f:X €IR" - IR da seguinte maneira: a entrada x; = (Xi,Xj2,...,Xjy) é considerada
de classe +1 se f(x)>0 e caso contrério € considerada -1. Assim, a funcdo decisao

f(x) é representada por:

f(x)=w'x+b, )
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onde we IR" é 0 vetor de pesos, w' ¢ o vetor transposto de w e b e IR é chamado de
bias.

Caso o0 espaco de caracteristicas tenha dimensdo dois, o hiperplano separador
obtido é uma reta. Caso 0 espaco de caracteristicas tenha dimensdo n o hiperplano
separador obtido € um hiperplano de dimensdo n—1. O hiperplano separador divide o
espaco de caracteristicas em dois subespacos, sendo um denominado classe —1 e o outro

classe +1. Um padréo x; é considerado classificado corretamente se ele estiver fora da

margem de separagdo de sua classe, ou seja, se y,=+1 entdo deve satisfazer

(\Lvt X+b> +1) e se y, =—1 entdo deve satisfazer (\Lvt X+b< —1).

O processo de treinamento do SVM consiste na obtencdo de valores para 0s
pesos w e do termo bias b de forma a maximizar a distancia entre as margens. Desta
maneira, 0 SVM se torna robusto a pequenas variagfes no conjunto de treinamento,

possibilitando uma melhor generalizacdo (ABREU, 2016).

Figura 1 — Diferenca de margens de separacéo
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Fonte: Abreu, 2016
A Figura 1 apresenta duas separacdes lineares e também as margens. Para a
Figura 2a, a separacdo ndo possui ainda a margem maxima passivel de ser calculada, ou
seja, é considerada ndo 6tima, ja a Figura 1b apresenta, para 0 mesmo conjunto de dados
de treinamento, margem maxima possivel para esses dados de treinamento, considerada

uma separacdo Otima. Considerando as margens do hiperplano de separacdo como

\Lvt>_<+b =+le \Lvt>_<+b =-1, almeja-se obter a maior disténcia entre as margens para

encontrar a melhor generalizacdo e robustez do modelo do SVM.
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O problema de minimizacdo do método SVM normalmente é resolvido por meio
de seu modelo dual. Segundo Morales e Simari (2010) apenas alguns trabalhos
consideram o resolver diretamente o0 SVM pelo seu modelo primal.

Assim, considerando o vetor a =(«,,a,,...,a;) com os | multiplicadores de

Lagrange e obtém-se entdo a funcao a ser maximizada dada por:

| L
Max L(w,b,&,a) =D a; _lzzaiajyiyj<)_(i1)_(j>

i=1 2 i=1 j=1
|
S.a Zai Yi >0 (3)
i=1
0< (Zi <C

O valor «; é o Multiplicador de Lagrange correspondente ao padrdo i e C € o

parametro que limita o valor dos Multiplicadores de Lagrange no ajuste do SVM.
3. Support Vector Regression — SVR

Para problemas de regressdo, foi criada uma adaptagdo, ou extensdo, do método
SVM. Tal extensdo se da pela introducdo de uma funcdo de perda, denominada do
inglés loss function. A formulacdo do Support Vector Regression (SVR) utiliza os
mesmos principios do algoritmo de classificacdo (SVM), com excecdo de alguns
detalhes (PARRELLA, 2007).

Ao contrario do SVM, o SVR propde determinar um hiperplano f (x) 6timo em
que, as amostras de treinamento estejam mais proximas possivel, ndo importando qual
dos lados da superficie os pontos se localizam, e sim que a distancia para a superficie
seja a minima possivel, [yi — ¢, yi + €], onde, desvios sdo permitidos desde que nao
ultrapassem a margem especificada. Porém, mesmo com prop6sitos opostos, ambos
buscam estabelecer uma fun¢do com maxima capacidade de generalizagéo.

Sapankevych e Sankar (2009) destacam que a aplicagdo do SVR para a previsao
de séries financeiras e de carga elétrica sdo as aplicacfes mais estudadas. Nas séries
financeiras as andlises sdo, mais especificamente, feitas para prever o indice do mercado

financeiro. O objetivo do SVR é encontrar uma funcdo f(x), com uma margem de erro
caracterizada pelo intervalo [yi -& Y+ g], onde, desvios sdo permitidos desde que nao

ultrapassem a margem especificada.
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O modelo mateméatico para o0 SVR trata-se de um problema de programacdo ndo
linear, dado pela sua formulagéo dual na equacéo (3) (WANG e HU, 2005):

[ | |
min —%Zz(ai—ai*)(a,-—a]f)<xi-x,->—«92(ai+a?>+zyi(ai—a?)
i=1 j=1 i=1 i=1
s.a le(ai —a;)=0 (4)
i=1
a;,a; €[0,C], vi=1..,1

onde ¢;,c; sdo os multiplicadores de Lagrange, e C é uma constante regularizadora.

4. Least Squares Support Vector Machine — LSSVM

Proposto por Suykens e Vandewalle (1999), LS-SVM é uma variante do método
SVM cléssico. Least Squares Support Vector Machine (méaquina de vetores suporte a
minimos quadrados) mantém as mesmas caracteristicas basicas e a mesma qualidade na
solucdo encontrada que a sua predecessora. Ao contrario do SVM, o LS-SVM considera
restricdes de igualdade no lugar das desigualdades, com isso, resulta um algoritmo que
reduz os problemas ao se aplicar a um conjunto extenso de dados (SANTOS, 2013).

Uma das maiores diferencas, € que, ao contrario do SVM que utiliza a
programacdo quadratica para calcular seus vetores suporte, que demanda um grande
tempo computacional e possuem complexidade matematica consideravel, o LS-SVM
utiliza um sistema de equacdes lineares e a funcdo de custo por minimos quadrados
(BORIN, 2007; SHAH, 2005). Assim, o0 modelo primal para o problema é dado pela
equacao (5) a seguir (TRAFALLIS, SANTOSA, RICHMAN, 2005):

1 CH o,
min “wlw+—Ne,
2 2 &
s.a y, = W', +b+e, (5)
i=12..n

onde w é o vetor de pesos, C é o parametro que penaliza erros altos e é otimizado pelo
usuario, ej séo os erros minimos em relacgdo a reta de regressao.

Assim, tem-se 0 seguinte sistema de equacOes, originadas da aplicagdo do
método dos minimos quadrados (TRAFALLIS, SANTOSA, RICHMAN, 2005):

Li Qﬁn /C}B} B {3 } (6)
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com Y =(yy, Yoo V)Y 1, = (@10, @ =(ag,ay,...,)" € Q € uma matriz dada
pelos elementos Q = Q5 = ¢(X;)d(X;) = K(X;, X;) comi, j=1, ..., n, sendo que K(xi, X))

é o Kernel utilizado, neste caso, o foi utilizado a funcdo RBF (Gaussiano) para suas
abordagens, dada por:

K(X, X ) = exp(w] (7)

02

Optou-se por utilizar o Kernel RBF por ter apresentado os melhores valores para
as regressOes, pois apresentaram 0s menores valores para 0 erro RMSE e 0s maiores
valores para o coeficiente de correlacdo R. Vale ressaltar que a obtencdo dos valores das
constantes C e o, utilizadas no modelo SVR, e SVR Correlacionado, serdo apresentados
de forma completa na sec¢do 6 adiante, uma vez que sdo inseridas pelo pesquisador que
estd elaborando o ajuste do modelo, sendo parte crucial no processo de otimizacéo dos
parametros da fungédo de regresséo.

E a funcgdo de regressdo é dada por:

y:f(x):zn:aiK(X, X)+b. (8)
i1

5. Modelo SVR Correlacionado

O desenvolvimento deste método, ou adaptagdo do método SVR, se deu no
desenvolvimento dos programas para a tese de doutoramento do autor, sendo
considerada uma grata surpresa, uma vez que a ideia inicial era verificar se, ao se
multiplicar os dados iniciais pelo coeficiente de correlacdo, haveria algum tipo de
mudanga no valor da correlacdo entre as varidveis explicativas e a variavel resposta.
Apobs a verificagdo, optou-se por ajustar estes novos dados ao modelo SVR, e calcular o
erro cometido e o ajuste do novo modelo.

Basicamente, antes de efetuar o treinamento, calcula-se a correlagdo das
variaveis independentes e, assim, modifica-se 0 conjunto de treinamento, destacando as
variaveis que possuem uma maior correlacdo com a variavel independente, porém,
ainda mantendo-se as varidveis de menor correlagdo no conjunto de treinamento e
teste/validagdo. E importante ressaltar que tal modificagdo néo altera o valor absoluto da

correlagéo entre as variaveis.
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As etapas do desenvolvimento do método seguem o0s seguintes passos:
i. Calculam-se as correlagdes entre as variaveis independentes e a variavel dependente,
utilizando todos dados existentes;
ii. Multiplicam-se as variaveis independentes pela sua respectiva correlacdo em relacao
a varidvel dependente;
iii. Aplicam-se 0 modelo SVR aos novos dados ja multiplicados pela correlagéo,
otimizando os parametros C e o;

iv. Apresentam-se os dados da aplicacéo.
Para 0 método proposto, usa-se o coeficiente de correlacdo linear, inserido na
fase de ajuste, e € dado por:

Sy, - Py -y |

R=——2 ©)

Jil(y‘ i V)J 1 y» -y

onde y;, y séo os valores reais e sua meédia, respectivamente e yi(p), y(p) sdo as
previsdes e sua média, respectivamente.

Para o ajuste dos parametros C e o desenvolveu-se um looping no programa
computacional a fim de obter os seus valores 6timos, assim variou-se os valores de C de
2,0 até 10.000 com o fixo em 1,2, e ao determinar o valor de C que maximize o
coeficiente de correlacdo e a0 mesmo tempo minimize o erro RMSE, travou-se a
variacdo do pardmetro C e iniciou-se a variacdo do parametro o, que varia de 1,2 até
1.000,00, listando os valores que apresentaram menor erro RMSE e maior coeficiente R.

Obtidos os possiveis valores o6timos, inicia-se a fase de ajuste fino dos
parametros, onde os valores obtidos na fase anterior sdo ‘“perturbados” gerando
variacoes em torno dos valores obtidos, variando em unidades ou valores decimais,
tanto para mais como para menos nos valores obtidos, para os dois parametros, a fim de
obter erros menores.

Os valores de C e o obtidos na fase de ajuste do método proposto foram usados
também na fase de teste, e os resultados foram comprovadamente melhorados em
relacdo ao método convencional. Vale ressaltar que o tempo computacional dos ajustes
foi considerado relativamente baixo, na casa dos 20 segundos para o ajuste automatico e

ndo mais de um minuto na fase de ajuste fino.
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6. Dados utilizados

O conjunto de dados disponivel corresponde aos resultados dos exames para a
avaliacdo do grau do astigmatismo dos olhos. E composto pelo exame feito em 26
pacientes (MAZUZE, MENDES, 2014), sendo todos com grau de pelo menos 0,25 de
astigmatismo, os exames ainda apresentam algumas observacgdes qualitativas, tais como
idade, sexo, profisséo e olho afetado, que ndo entraram na modelagem do problema,
devido a sua correlacdo quase nula com o grau de astigmatismo.

Foram determinados dois cenérios diferentes para os ajustes do modelo SVR
Correlacionado. No primeiro cenario trabalhou-se com 20 observacdes separadas das 26
disponiveis para a fase de ajuste, deixando as seis restantes para a fase de teste. J& no
segundo cenario, optou-se por reservar 16 observacGes para a fase de ajuste e as 10
restantes foram utilizadas na de teste do modelo. Essas duas configuracGes diferentes
foram pensadas para que fosse possivel verificar a robustez do método SVR
Correlacionado em diferentes configuracdes de conjuntos de ajuste, demonstrando que o
método ndo foi desenvolvido apenas para um conjunto especifico de dados.

Considerou-se o valor do astigmatismo como sendo a variavel dependente a ser
prevista com base em quatro variaveis independentes, sendo elas: Ceratometria,
subdividida em Eixo Mais Plano e Eixo Mais Curvo; e Refracdo, subdividido em Esfera
e Cilindrico.

A Figura 2 apresenta a diferenca entre a incidéncia da imagem em um olho
sadio, ou seja, sem presenca de grau astigmatismo, e um olho com certo grau de
astigmatismo, exemplificando como a deformidade na cérnea humana influéncia na

distorcdo da imagem projetada no fundo do globo ocular.

Figura 2 — Procedimento do método SVR Correlacionado

Visdo Normal Astigmatismo

Cornea - Formato ovalado
4
) Mltiplos pontos

| Ponto focal tnico focais

Fonte: Abreu, 2016
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A Tabela 1 apresenta os valores da correlacdo entre a variavel dependente
Astigmatismo e as caracteristica Ceratometria, dada pelo eixo mais plano e eixo mais

curvo, e a Refracdo, dada pelos valores esféricos e cilindricos.

Tabela 1 — Procedimento do método SVM Correlacionado

Ceratometria Refracdo
Mais plano Mais curvo Esfera Cilindrico
Astigmatismo -0,7780 0,4481 0,4953 -0,8066

Fonte: O autor, 2017

Para a avaliacdo do desempenho do modelo, utilizou-se o coeficiente de
correlacdo R, a Raiz do Erro Quadratico Médio (RMSE — Root Mean Squared Error) e a
Média Percentual Absoluta do Erro (MAPE - Mean Absolute Percentage Erro), cujas

equac0es sdo dadas a seguir:

RMSE:\/%i(yi_ ®Ff (10)

Nz Yi

onde y;, y séo os valores reais e sua média, respectivamente e yi(p), y(p) sdo as

n P _ .
MAPE = EZ(MJ «100% (11)

previsdes e sua média, respectivamente.
7. Resultados
7.1 Conjunto 20/6

O primeiro conjunto, onde foram separadas 20 observagdes para 0 ajuste e seis
para o teste do modelo, a otimizacdo dos parametros C e o retornou os menores valores
para o erro RMSE. Esses valores foram C = 81,99 e o = 2,87 e 0 erro gerado foi igual a
RMSE = 0,030565, para a aplicacdo do método SVR Correlacionado. J& para a
abordagem convencional, os valores 6timos para os parametros C e o foram C = 39,01 e
o = 5,09, porém o valor do erro cresceu para RMSE = 0,07350, se mantendo baixo, mas
maior que o valor alcangcado pelo SVR Correlacionado. Os valores do erro MAPE séo
apresentados na Tabela 3 e apresentam a superioridade do método SVR Correlacionado,

pois gerou um erro MAPE menor que o método convencional.
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A Tabela 2 apresenta os valores para as previsdes feitas pelo método SVR, SVR
Correlacionado e os valores reais para o grau de astigmatismo dos dados utilizados, bem
como as distancias dos resultados do método SVR aos valores reais (Distancia A) e do

método SVR Correlacionado (Distancia B).

Tabela 2 — Resultados das previsdes para 0 método SVR Correlacionado e comparagdes

SVR Corre?fzgli:éna do Valores reais Distancia A Distancia B
1,6805 1,6867 1,75 0,0695 0,0633
0,6428 0,7247 0,75 0,1072 0,0253
0,9766 0,9993 1,00 0,0234 0,0007
0,5525 0,5272 0,50 0,0525 0,0272
1,0165 1,0141 1,00 0,0165 0,0141
1,3619 1,2552 1,25 0,1119 0,0052

Fonte: O autor, 2017

A Tabela 3 apresenta o resumo dos valores 6timos para 0s parametros e 0s
melhores resultados dos erros obtidos pelo método SVR Correlacionado e SVR

convencional, facilitando a comparacao dos resultados obtidos para as seis previsoes.

Tabela 3 — Resumo dos parametros e erros cometidos 20/6

Método | ¢ | s | Rvwse | maPE | R
SVR Correlacionado 81,99 2.87 0,030565  2,38% 0,9985
SVR 39,01 5,09 0073501  6,95% 0,9824

Fonte: O autor, 2017

Assim, a Tabela 3 apresenta a superioridade do método correlacionado em
relacdo ao método convencional, obtendo valores inferiores nos erros RMSE e MAPE e

superiores no coeficiente de correlacédo R.
7.2 Conjunto 16/10

Para a segunda configuracdo do conjunto de dados o ajuste do modelo foi feito
utilizando 16 observacoes e as 10 restantes foram utilizadas para o teste do modelo. Os
valores 6timos obtidos pelo método SVR Correlacionado para os parametros foram
C =3339,75 e o = 8,91, gerando um erro RMSE = 0,021613.

O modelo SVR convencional ajustado obteve os valores 6timos dos parametros
C =389,7 e 0 = 18,1 gerando o erro RMSE = 0,028518, sensivelmente maior que o erro

cometido pelo método Correlacionado, demonstrando novamente a eficiéncia do
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método proposto. Os valores do erro MAPE para esta abordagem séo apresentados na
Tabela 5 apresentada adiante.

A Tabela 4 apresenta os valores, a fim de comparacgéo, para as previsoes feitas
pelo método SVR, SVR Correlacionado e os valores reais para o grau de astigmatismo
dos dados utilizados e as distancias das previsdes do método SVR aos valores reais
(Distancia A) e do método SVR Correlacionado (Distancia B).

Tabela 4 — Resultados das previs@es para o conjunto 15/11

SVR Corre?;éliqcma do Valores reais Distancia A | Distancia B
0,2026 0,2342 0,25 0,0474 0,0158
1,2757 1,2656 1,25 0,0257 0,0156
0,3130 0,3034 0,25 0,0630 0,0534
0,9945 1,0246 1,00 0,0055 0,0246
1,7431 1,7488 1,75 0,0069 0,0012
0,7364 0,7584 0,75 0,0136 0,0084
1,0091 1,0120 1.00 0,0091 0,0120
0,4924 0,5174 0,50 0,0076 0,0174
1,0008 0,9969 1,00 0,0008 0,0031
1,2792 1,2637 1,25 0,0292 0,0137

Fonte: O autor, 2017

Diferente da aplicacdo para o conjunto 20/6 onde todas as distancias das
previsdes SVR Correlacionado foram menores que do convencional, nesta aplicacdo o
método SVR convencional apresentou 4 distancias menores que as obtidas pelo método
correlacionado, porém, ainda assim o erro gerado pelo convencional foi maior que o
método correlacionado.

J& Tabela 5 a seguir apresenta um resumo dos parametros e erros cometidos
pelos métodos SVR Correlacionado e SVR convencional, exemplificando os resultados
obtidos na configuragdo que reserva 16 observacdes para a fase de ajuste do modelo e
10 observacOes para a fase de teste do modelo, demonstrando sua eficiéncia e servindo

como um breve resumos dos resultados obtidos.

Tabela 5 — Resumo dos parametros e erros cometidos 16/10

Método | C | o | RMSE MAPE R
SVR Correlacionado  3339,75 8,91 0,021613  6,443762  0,9997
SVR 399,71 1809  0,028518 8969937  0,9908

Fonte: O autor, 2017
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8. Concluséao

O método Support Vector Machine é considerado uma técnica robusta por si so,
e € utilizado tanto para classificacbes, como para regressdes, como mostrado nas
aplicacdes apresentadas neste artigo.

Uma das maiores dificuldades, apds as implementacbes dos métodos
desenvolvidos foi a calibracdo dos parametros C e ¢ para 0s modelos SVR convencional
e SVR Correlacionado, uma vez que esta calibracdo foi feita de maneira automatica,
porém, o ajuste fino nos valores foi feito pelo autor. Assim, se pode extrair a0 maximo o
desempenho do método criado.

A partir da Tabela 3 fica clara a eficiéncia do método SVR Correlacionado
frente a0 método convencional, quando aplicado a um conjunto 20/6 de observacgdes
tanto seu erro RMSE como o erro MAPE foi menor que a metade do erro gerado pelo
método convencional. J& a Tabela 5 apresenta a aplicacdo ao conjunto 16/10, também
retornando valores, em sua maioria, mais proximos aos reais que o método SVR
convencional, porém, a diferenca entre os erros pelo método Correlacionado e o
convencional diminui, mas com o método Correlacionado ainda apresentando valores
menores que 0 método convencional.

Assim, conclui-se que o método SVR Correlacionado pode ser considerado
eficiente e robusto, a adaptacdo da fase de ajuste, com a inclusdo do coeficiente de
correlacdo linear como uma constante penalizadora, surtiu efeito positivo, como era
desejado no inicio do trabalho. E ainda assim, o tempo computacional gasto no novo
método foi equivalente ao tempo computacional utilizado para rodar os problemas no
método convencional.

Este trabalho apresenta a eficacia do método de forma empirica, nao retirando a
necessidade da demonstracdo teorica. Assim, 0 prOXimo passo € determinar as
demonstracdes tedricas da generalizacdo do metodo, ou testa-lo a novos conjuntos de
dados. Também se estuda a aplicacdo do método Correlacionado a problemas de

reconhecimento e classificacBes de padrfes, usando o método Support Vector Machine.
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INFLUENCE OF CORRELATION COEFFICIENT ON
REGRESSION MODELS VIA SVR

Abstract

The work shows the influence of the correlation coefficient in regression models. For
development, we used the method Support Vector Regression (SVR) as the regression
model. The SVR method was applied in tests done in patients who have some degree of
astigmatism. Therefore, it created a change in the regression model adjusting stage,
and introduced the linear correlation coefficient, evaluating the correlation between the
predictor variables: Keratometry, subdivided into shaft More Plan and shaft More
Curved; and Refraction, subdivided into Sphere and Cylinder, the degree of
astigmatism the variable to be predicted. The proposed new method, named SVR
Correlated had their results compared to the conventional method SVR, achieving
superior performance both in correlation models as the value of the mistake.
Altogether, we used the data from 26 patients with astigmatism, Being created two
settings for the adjustment and test, the first one being composed of 20 observations for
adjustment and 6 for test presenting the error RMSE = 0.035799, and the second
composed of 15 observations in the adjustment phase and 11 in the test, generating
RMSE = 0,028244, in both cases, lower than the errors generated by the conventional
SVR method.

Key-words: Regression, Support Vector Regression, Correlation, Astigmatism.
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