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Resumo  

O trabalho aqui desenvolvido utiliza o planejamento de experimentos (DOE) para 

analisar a significância dos principais parâmetros de um algoritmo genético clássico 

(AG), na otimização de um modelo de simulação a eventos discretos. Serão analisados 

os principais parâmetros de um AG: o tamanho da população, o número de gerações, a 

taxa de crossover e a taxa de mutação. Os parâmetros serão analisados quanto a sua 

influência na qualidade da solução apresentada pelo algoritmo e no tempo necessário 

para convergência. Um método de pesquisa voltado à utilização do DOE foi utilizado 

na condução da experimentação. Pôde-se constatar que os parâmetros tamanho de 

população e número de gerações são os parâmetros mais significativos dentre os 

parâmetros investigados, influenciando diretamente na qualidade da solução obtida e 

no tempo para a convergência do algoritmo. As taxas de crossover e mutação, não 

foram significativas em nenhum dos experimentos. Com a análise conduzida pode-se 

auxiliar na definição dos parâmetros de um AG, ou até mesmo, na elaboração de 

estratégias adaptativas.   

Palavras-chave: Algoritmo Genético; Parâmetros do Algoritmo Genético; 
Planejamento de Experimentos. 

 

CADERNOS DO IME – Série Estatística 
Universidade do Estado do Rio de Janeiro - UERJ 

Rio de Janeiro – RJ - Brasil 
ISSN 1413-9022 / v. 31,  p. 01 - 14, 2011 



Cadernos do IME – Série Estatística                                            Análise de Significância dos Parâmetros... 

2 
 

1.  Introdução 

Os Algoritmos Genéticos (AG) vem sendo usados com sucesso, para encontrar 

soluções ótimas, ou quase ótimas, para uma ampla variedade de problemas de 

otimização (GEN e CHENG, 1997).  

Desde sua criação há um interesse crescente na utilização dos AG como uma 

ferramenta para resolução de problemas complexos de otimização (GEN e CHENG, 

2000; HOUPT e HOUPT, 1998). Para Asllani e Lari (2007), embora os AG sejam mais 

gerais e abstratos do que outros métodos de otimização, e, embora, nem sempre 

ofereçam a solução ideal, eles são considerados flexíveis e aplicáveis a uma grande 

variedade de problemas.  

Segundo Yang et al. (2007), apesar dos AG resolverem problemas de otimização 

eficazmente, muitas vezes estes são sensíveis a seus parâmetros de configuração. Para 

Neppalli et al. (1996), a determinação dos valores dos parâmetros de um AG é um 

processo complexo, e geralmente, na maioria das aplicações os valores dos parâmetros 

são ajustados com base em trabalhos previamente conduzidos e relatados. 

No entanto, Gosselin et al. (2009) destacam que configurações específicas de 

parâmetros utilizados na configuração de um AG nem sempre estão disponíveis na 

literatura, podendo complicar a repetibilidade dos resultados ou a extensão de um 

trabalho para um problema similar. Para estes autores, as escolhas dos parâmetros do 

AG possui uma grande influência na velocidade de convergência, bem como no sucesso 

da otimização.  

Dessa forma, o trabalho aqui desenvolvido expande o trabalho proposto em 

Miranda et al. (2011), utilizando o planejamento de experimentos (DOE) para análise da 

significância dos parâmetros de um AG, bem como, suas interações, para a qualidade da 

solução apresentada pelo algoritmo, e sua influência no tempo de convergência na 

otimização de um modelo de simulação.  

Para cumprir com o objetivo proposto, esse artigo encontra-se dividido em 5 

seções. A primeira, já apresentada, trouxe a contextualização do problema de pesquisa e 

os objetivos. A segunda seção apresenta o referencial teórico, que suporta o trabalho 

desenvolvido. A terceira traz a metodologia utilizada. A seção 4 apresenta o 

desenvolvimento do método de pesquisa e, por fim, a quinta seção apresenta as 

conclusões do trabalho. 
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2. Revisão de Literatura 

2.1 Parâmetros AG 

Yang et al. (2007) destacam como principais parâmetros de um AG: o tamanho 

da população, o critério de parada, a taxa de crossover e a taxa de mutação. Azadeh e 

Tarverdian (2007) acrescentam mais um parâmetro aos já mencionados: o número de 

gerações.  

Segundo Khalik et al. (2007), apesar de não existir consenso a respeito das 

definições dos parâmetros dos AG, sua determinação não deve ser feitas ao acaso, pois 

variações na definição destes parâmetros podem prejudicar seu resultado final. Apesar 

de não existirem regras, ou consenso, para a definição dos parâmetros dos AG, são 

apresentados aqui os valores mais comumente utilizados na literatura. 

Para Linden (2006), o desempenho do AG é muito sensível ao tamanho da 

população e alerta que este parâmetro deve ser definido com extremo cuidado. Para este 

autor, se a população for pequena, não haverá espaço suficiente para uma variedade 

genética muito grande, o que incapacitará o algoritmo a encontrar boas soluções. Por 

outro lado, se a população for muito grande, o algoritmo gastará muito tempo até 

encontrar uma solução. 

Para Tanomaru (1995), populações entre 50 a 200 cromossomos resolvem 

grande parte dos problemas. Michel (1996) indica que o melhor tamanho de uma 

população está entre 50 e 100. Já no trabalho de Aytug et al. (2003), verificaram-se 

populações variando de 20 a 1024 indivíduos. Aytug e Koehler (2000) trabalharam com 

um número variável entre 100 e 200. Aryanezhad e Hemati (2008) utilizaram uma 

população que variou de 20 a 2000. Linden (2006), no entanto, afirma que a maioria dos 

trabalhos publicados adota o tamanho da população igual a 100.   

Com relação ao número de gerações, este varia de acordo com a complexidade 

do problema que esta sendo tratado, e deve ser determinado experimentalmente (YUN e 

GEN, 2003). Não há um acordo entre os usuários dos AG com relação ao número de 

gerações, Hwang e He (2006) definem um número de gerações igual a 600, enquanto 

que Núñez-Letamendia (2007) definem esse valor em 25, Zhang e Ishikawa (2004) 

utilizaram 10 gerações, Asllani e Lari (2007) e Martin (2009) trabalharam com 100 

gerações. 

Segundo Linden (2006), o operador de crossover deve receber uma 
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probabilidade maior que o operador de mutação, uma vez que a reprodução é a principal 

característica de um AG. Para Barboza (2005), normalmente o valor da taxa de 

crossover fica entre 60% e 65%. Já segundo Tanomaru (1995), estudos empíricos 

mostram que bons resultados são obtidos com valores superiores a 70%. Deb e Tiwari 

(2008) usaram o valor de 50%. Rees e Koehler (2006) conduziram estudos variando a 

taxa de crossover entre 10% e 90%, enquanto Al-Aomar e Al-Okaily (2006) utilizaram 

valores entre 60% e 100%. 

Para a taxa de mutação, Barboza (2005) afirma que geralmente os valores 

encontrados na literatura ficam em torno de 0,1% e 5%. Para Tanomaru (1995), essa 

taxa deve ser menor que 1%. Enquanto que, Azadeh e Tarverdian (2007) recomendam 

que a taxa de mutação deva estar entre 1% e 5%. Corroborando com essas afirmações, 

Hwang e He (2006) utilizaram em seus experimentos um valor de 1%. Zhang e 

Ishikawa (2004) utilizam o valor 0,1%. Já no trabalho de Gosselin et al. (2009), várias 

taxas de mutação e crossover foram utilizadas. 

 
2.2 Planejamento fatorial completo 

Paiva (2008) destaca o planejamento fatorial completo como o arranjo 

experimental mais comum, para o qual o número de experimentos é igual ao número de 

níveis experimentais elevado ao número de fatores. No caso típico de fatoriais em dois 

níveis, o número de experimentos (N) para se avaliar os k fatores é dado por N = 2k 

(PAIVA, 2008). Para Montgomery (2005), esses planejamentos possuem uma análise 

simplificada e formam a base de muitos outros planejamentos.  

De acordo com Montgomery e Runger (2003), no planejamento fatorial 

completo os fatores são alterados conjuntamente e não um por vez, o que significa que 

para cada corrida ou réplica completa, todas as combinações dos níveis possíveis são 

investigadas.  

Montgomery (2005) ressalta que os planejamentos fatoriais são mais eficientes 

que a abordagem de um fator por vez, uma vez que ele permite que os efeitos dos 

fatores sejam estimados a partir dos níveis dos outros fatores, conduzindo a conclusões 

válidas dentro do escopo experimental, além de serem a única maneira de descobrir 

interações entre as variáveis, evitando conclusões erradas quando interações entre 

fatores estão presentes. 
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3. Metodologia 

Montgomery (2005) alerta para a necessidade de que os envolvidos em um 

experimento tenham uma ideia prévia de seus objetivos, de quais fatores serão 

estudados, de como o experimento deve ser conduzido e, que tenham pelo menos uma 

compreensão de como os dados serão analisados. Para um estudo envolvendo o DOE, o 

autor propõe a utilização das seguintes etapas: 

a) Reconhecimento e definição do problema: desenvolver completamente todas 

as ideias sobre o problema e sobre os objetivos a serem alcançados com o 

experimento; 

b) Escolha dos fatores e dos níveis de trabalho: devem-se escolher os fatores, os 

intervalos sobre os quais esses fatores variarão e os níveis específicos nos 

quais cada rodada será realizada; 

c) Seleção das variáveis de resposta: o experimentador deve determinar as 

variáveis de resposta que sejam úteis para o processo em estudo; 

d) Escolha do projeto experimental: essa escolha envolve o tamanho da amostra 

(número de replicações), seleção da ordem correta das rodadas para as 

tentativas experimentais, ou se a formação de blocos ou outras restrições de 

aleatorização estão envolvidas; 

e) Realização dos experimentos: quando da realização dos experimentos é 

importante monitorar o processo, para garantir que tudo está sendo feito de 

acordo com o planejado, erros nesta etapa podem destruir a validade do 

experimento; 

f) Análise estatística dos dados: métodos estatísticos devem ser empregados 

para analisar os dados, de modo que os resultados e conclusões sejam 

objetivos e não fruto de opiniões; 

g) Conclusões e recomendações: o experimento deve conduzir a conclusões 

práticas sobre os resultados e recomendar um plano de ação. Sequências de 

acompanhamentos e testes de confirmação devem ser conduzidos para 

validar as conclusões do experimento. 

 
Apesar de genérico, os passos do método de pesquisa podem ser empregados em 

uma grande variedade de projetos experimentais que usem o DOE. A seção seguinte 

detalha a aplicação do método neste trabalho, apresentando todas as suas peculiaridades.  
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4. Análise dos parâmetros do AG no tempo de convergência e na qualidade de 
resposta 

Para a condução dos experimentos será utilizado um AG em sua forma clássica, 

tal como preconizado por Holland (1975). Um modelo de simulação servirá de objeto de 

estudo para otimização e análise dos parâmetros. As seções seguintes irão explorar a 

metodologia proposta por Montgomery (2005) na condução dos experimentos. 

 
4.1 Reconhecimento e definição do problema 

Um modelo de simulação a eventos discretos, voltado à área de manufatura, será 

utilizado para otimização e análise dos parâmetros do AG. O modelo de simulação 

utilizado refere-se a uma célula de produção de uma empresa multinacional do setor de 

autopeças. As etapas de construção e validação desse modelo podem ser verificadas em 

Montevechi et al. (2008).  

O modelo de simulação, objeto de estudo deste trabalho, será otimizado quanto 

ao lucro total produzido na célula de produção, ou seja, se buscará a maximização do 

lucro através da melhor combinação das variáveis de entrada do modelo.  

 
4.2 Escolha dos fatores e dos níveis de trabalho 

Foram selecionados quatro parâmetros do AG como fatores para 

experimentação: tamanho de população, número de gerações, taxa de crossover e taxa 

de mutação. A escolha desses fatores se deu devido ao fato de a literatura trazê-los 

como os principais parâmetros dos AG, influenciando diretamente no tempo necessário 

para se alcançar uma resposta, bem como para a qualidade da resposta alcançada.  

Os níveis adotados e as variações para cada fator são apresentados na Tabela 1.  

Tabela 1 – Fatores, níveis e variações do projeto de experimentos 

 Níveis 
Fatores - + 

Tamanho da população 20 80 
Número de gerações 5 30 
Taxa de crossover 50% 90% 
Taxa mutação 1% 10% 

 
Para este experimento optou-se em trabalhar com dois níveis para cada fator. 

Para Montgomery (2005), dois níveis de trabalho são mais do que suficientes para se ter 

conclusões válidas sobre sua significância. A escolha dos valores para cada um dos 

níveis foi realizada com base no trabalho de Pinho (2008), o qual desenvolveu um 
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otimizador de modelos de simulação a eventos discretos, e, como neste trabalho, 

utilizou-se da experimentação para identificação dos parâmetros críticos de um AG.  

 
4.3 Seleção das variáveis de resposta 

Duas variáveis de resposta serão analisadas nesse projeto experimental. A 

primeira verificará a qualidade da resposta apresenta pelo AG na otimização do modelo 

de simulação, já a segunda analisará o tempo necessário para que o algoritmo chegue a 

uma solução. A qualidade de resposta será avaliada a partir das respostas apresentadas 

pelo algoritmo quando este converge, já os tempos serão cronometrados desde o 

momento em que o algoritmo inicia a otimização até o momento de sua convergência. 

Dessa forma, pretende-se verificar o impacto dos parâmetros escolhidos tanto na 

qualidade da resposta apresentada pelo AG, como no tempo gasto para tal. 

 
4.4 Escolha do projeto experimental 

Para este trabalho será utilizado o planejamento fatorial completo. Tal escolha se 

deve ao fato que um fatorial completo permite estimar os efeitos principais dos fatores 

analisados, bem como quaisquer possíveis interações de qualquer ordem entre os fatores 

(MONTGOMERY, 2005). 

Para o caso em questão com 4 fatores, tem-se um total de 16 experimentos a 

serem realizados (24 = 16). As Tabelas 2 e 3 apresentam a matriz experimental, na qual 

os sinais – e + representam respectivamente os níveis inferior e superior adotados para 

cada parâmetro, como apresentado na Tabela 1. Foram definidas cinco réplicas para 

cada experimento, totalizando 80 experimentos para o modelo de simulação.  

O número de réplicas foi definido com base no trabalho de Pinho (2008). Em seu 

trabalho, o autor alcançou bons resultados na identificação dos parâmetros significativos 

de um AG com a utilização de 5 réplicas, fato este que justifica a escolha aqui adotada. 

 
4.5  Realização dos experimentos 

Para a realização dos experimentos foi necessário desenvolver uma ferramenta 

computacional que operacionalizasse a realização dos experimentos. Para tal foi 

implementado um AG em sua forma clássica, como preconizado em sua criação.  

A exceção dos parâmetros do AG todos os demais componentes do algoritmo 

permaneceram constante durante toda experimentação, garantindo assim a mesma 
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estrutura básica a todos os experimentos. Com relação aos parâmetros, estes foram se 

alterando conforme a matriz experimental. Os resultados encontrados para cada 

experimento, realizado no modelo de simulação, são apresentados nas Tabelas 2 e 3.  

Tabela 2 – Matriz experimental e resultados da otimização para a variável solução 

Exp 
Tam. 

população 
No. de 

gerações 
Taxa de 

Crossover 
Taxa de 
Mutação 

Solução 
1 

Solução 
2 

Solução 
3 

Solução 
4 

Solução 
5 

1 - - - - 497400 513000 492400 506100 490000 
2 + - - - 506600 513000 511400 506100 507300 
3 - + - - 493500 513000 511400 498600 503800 
4 + + - - 506600 513000 511400 506100 520300 
5 - - + - 497400 492400 494800 498000 503800 
6 + - + - 506600 506400 511400 506100 507300 
7 - + + - 506600 506400 511400 506100 503800 
8 + + + - 506600 513000 511400 506100 520000 
9 - - - + 492400 492400 511400 506100 520000 

10 + - - + 506600 513000 511400 506100 506600 
11 - + - + 506600 506400 511400 498600 520300 
12 + + - + 506600 513000 511400 506100 520300 
13 - - + + 506600 506400 494800 506100 506600 
14 + - + + 506600 506400 511400 506100 507300 
15 - + + + 506600 513000 511400 506100 520300 
16 + + + + 506600 513000 511400 506100 520300 

Na Tabela 2, as colunas “Solução” apresentam o valor máximo encontrado para 

o lucro em cada cenário testado, segundo a matriz experimental em cada réplica 

conduzida. 

Tabela 3 – Matriz experimental e tempo necessário para convergência do algoritmo 

Exp 
Tam.  

população 
No. de 

gerações 
Taxa de  

Crossover 
Taxa de  
Mutação 

Tempo1  
(Seg) 

Tempo2  
(Seg) 

Tempo3 
(Seg) 

Tempo4 
(Seg) 

Tempo5 
(Seg) 

1 - - - - 573 582 595 579 582 
2 + - - - 2366 2372 2309 2266 2372 
3 - + - - 3588 3487 3381 3609 3546 
4 + + - - 13831 13763 13347 13179 13581 
5 - - + - 568 602 588 570 584 
6 + - + - 2320 2360 2337 2345 2389 
7 - + + - 3589 3559 3372 3345 3423 
8 + + + - 13369 13903 13388 13147 13751 
9 - - - + 568 593 566 573 594 

10 + - - + 2321 2379 2326 2386 2428 
11 - + - + 3328 3407 3331 3598 3572 
12 + + - + 13092 13641 13227 13567 13989 
13 - - + + 577 570 572 573 571 
14 + - + + 2357 2340 2311 2365 2284 
15 - + + + 3345 3766 3306 3378 3419 
16 + + + + 13503 13938 13298 13064 13329 

Na Tabela 3, as colunas “Tempo” apresentam o valor gasto para o algoritmo 

convergir para a resposta apresentada na tabela anterior, para cada cenário segundo a 

matriz experimental em cada réplica conduzida. 
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Os dados coletados referem-se ao resultado da otimização dos modelos (valor da 

função objetivo) e o tempo necessário para convergência do algoritmo. Os valores para 

cada variável de decisão encontrada pelo algoritmo não serão apresentados. Cada uma 

das tabelas apresenta os resultados das 5 réplicas realizadas na otimização do modelo de 

simulação. 

4.6  Análise estatística dos dados 

Antes de se iniciar a análise estatística dos dados obtidos foi necessário realizar a 

análise dos resíduos. Segundo Montgomery (2005), os resíduos devem ser normais, 

aleatórios e não correlacionados. Desta forma para cada um dos experimentos realizados 

foi necessário testar se tais condições foram atendidas. 

Para todos os casos foi possível alcançar tais condições, a questão da 

aleatoriedade e o fato dos resíduos não estarem correlacionados foram facilmente 

verificados por meio de cartas de controle, onde não foram observados nenhum padrão 

não aleatório, de agrupamento ou tendencioso por parte dos resíduos. Já a normalidade 

dos resíduos foi verificada por meio de testes de normalidade, onde após a retirada dos 

outliers das amostras analisadas, pode-se verificar a normalidade dos resíduos.    

A análise de variância (ANOVA) para o experimento foi conduzido com um 

nível de confiança de 95%. Os resultados encontrados para a qualidade da resposta e 

para o tempo para convergência podem ser visualizados nas Figuras 1 e 2.   

Pela análise de variância para Solução (Figura 1), verifica-se que as interações 

de segunda, terceira e quarta ordem não são significativas (p-values>0,05) para a 

qualidade da solução apresentada pelo algoritmo. Apenas os efeitos principais 

mostraram-se significativos para obtenção de uma solução de elevada qualidade. 

Figura 1 – Análise de variância para Solução 

 

Com relação ao Tempo, a análise de variância realizada (Figura 2) mostrou que 

apenas as interações de segunda ordem mostraram-se significativas, bem como os 
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efeitos principais dos fatores analisados.   

Figura 2 – Análise de variância para Tempo 

 

Os fatores e as interações significativas podem ser visualizados no Gráfico de 

Pareto para os Efeitos Padronizados (Figura 3).  

Figura 3 – Gráfico de Pareto para os efeitos padronizados: Solução e Tempo 
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Pela análise das Figuras 1 e 3 verifica-se que o tamanho da população (A) e o 

número de gerações (B) se mostraram significativos para se chegar a soluções de 

elevada qualidade, ou seja, quanto maior o tamanho da população e o número de 

gerações, melhor será a solução encontrada pelo AG.  

Com relação ao tempo, além dos fatores principais: tamanho da população (A) e 

número de gerações (B), a interação entre esses fatores (AB) também se mostrou 

significativa (Figuras 2 e 3). Neste caso, verifica-se que os fatores principais: tamanho 

da população e número de gerações contribuem significativamente para o aumento do 
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tempo de convergência do algoritmo, e a interação entre os fatores também possui um 

efeito no sentido de incrementar o tempo para que o algoritmo alcance uma solução. 

Pela análise dos resultados pode-se afirmar que os operadores genéticos de 

crossover (C) e mutação (D) não se mostraram significativos para o tempo de 

convergência e para a solução encontrada ao nível de confiança de 95% (Figura 3).  

 
5. Conclusões 

O trabalho aqui desenvolvido expandiu a proposta apresentada em Miranda et al. 

(2011), de utilização do planejamento fatorial completo como meio de análise da 

significância dos principais parâmetros de um AG, tanto para a qualidade das soluções 

apresentadas pelo algoritmo, como para o tempo necessário para sua convergência. 

Para o objeto de estudo em questão, dois parâmetros se mostraram significativos, 

tanto para o tempo, quanto para a qualidade de solução: o tamanho de população e o 

número de gerações. O parâmetro tamanho de população foi o mais significativo para a 

qualidade de resposta, apresentando um efeito positivo sobre esta variável, ou seja, 

quanto maior o tamanho da população, melhor a resposta encontrada. Por sua vez, o 

número de gerações foi o parâmetro que mais influenciou o tempo para convergência do 

algoritmo.  

Com relação ao tempo, verifica-se que a interação entre os fatores, tamanho de 

população e número de gerações é fortemente significativa para o aumento do tempo de 

convergência do AG. Com isso, chega-se a um impasse, quanto maior o tamanho da 

população e o número de gerações, melhor a qualidade da resposta, porém mais tempo o 

algoritmo demorará a convergir.   

Assim como apontado em Miranda et al. (2011), os parâmetros taxa de 

crossover e taxa de mutação, não foram significativos em nenhum dos dois 

experimentos, ao nível de confiança adotado no estudo. Apesar de o parâmetro taxa de 

mutação e a interação entre taxa de mutação e tamanho de população, estarem próximos 

de serem significativos para qualidade da solução (Figura 3).  

Vale ressaltar que o trabalho aqui desenvolvido, não buscou determinar um 

conjunto de valores ótimos para o AG, uma vez que o mesmo seria praticamente 

impossível, devido às inúmeras aplicações deste algoritmo. No entanto, a análise aqui 

conduzida pode auxiliar na definição dos parâmetros de um AG, ou até mesmo, na 

elaboração de estratégias adaptativas, que busquem ao mesmo tempo, conciliar bons 
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resultados, com um tempo admissível para convergência. 
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SIGNIFICANCE ANALYSIS OF GENETIC ALGORITHM 
PARAMETERS THROUGH DESIGN OF EXPERIMENTS  

 
 
Abstract 

The research presented here uses design of experiments (DOE) to analyze the 

significance of the main parameters of a classic genetic algorithm (GA) optimization in 

a discrete event simulation model. The main parameters of a GA are analyzed: 

population size, the number of generations, crossover rate and mutation rate. The 

parameters will be analyzed for their influence on the quality of the solution presented 

by the algorithm and the time required for convergence. A research method focused on 

the use of the doe was used in conducting the trial. It is evident that the population size 

and the number of generations are the most significant among those investigated, 

directly influencing the quality of solution obtained and the time for convergence of the 

algorithm. The crossover rate and mutation rate were not significant in any of the 

experiments. With the conducted analysis it’s possible to assist in the definition of the 

parameters of a GA, or even, in the development of adaptive strategies. 

 
Key-words: Genetic Algorithm; Parameters of Genetic Algorithm; Design of 

Experiments. 

 

 

 


